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Resumo

O setor financeiro enfrenta desafios significativos ao lidar com conjuntos de dados de alta dimensionalidade e um
numero limitado de amostras, dificultando a construcido de modelos preditivos robustos. Técnicas tradicionais de
aprendizado de maquina ajudam a mitigar esses problemas, mas a presenca de caracteristicas irrelevantes e redun-
dantes aumenta a complexidade computacional. Este artigo apresenta a aplicacdo de algoritmos quanticos na sele-
cdo de caracteristicas usando dados reais do setor financeiro, demonstrando que esses algoritmos podem melhorar
a eficiéncia e a precisdo dos modelos preditivos. A abordagem envolve a formulag¢do do problema em termos de
Otimizacdo Bindria Quadratica Irrestrita (QUBO), e sua solucédo é implementada em simuladores de um annealer
quantico. Os experimentos mostram resultados promissores, que sio analisados adotando-se a métrica do Critério
de Informacdo de Akaike. Os resultados sugerem que os algoritmos quanticos variacionais tém grande potencial de
aplicacdo se comparados a técnicas tradicionais de selegcdo de caracteristicas.
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Abstract

The financial sector faces significant challenges when dealing with high-dimensional datasets and a limited number
of samples, making it difficult to build robust predictive models. Traditional machine learning techniques help miti-
gate these problems, but the presence of irrelevant and redundant features increases computational complexity. This
article presents the application of quantum algorithms in feature selection using real data from the financial sector,
demonstrating that these algorithms can improve the efficiency and accuracy of predictive models. The approach
involves formulating the problem in terms of Unconstrained Quadratic Binary Optimization (QUBO), and its solu-
tion implemented in quantum annealer simulators. The experiments show promising results, which are analyzed
using the Akaike Information Criterion metric. The results suggest that variational quantum algorithms have great
application potential compared to traditional feature selection techniques.

*Este artigo é uma versio estendida do trabalho apresentado no XXVII ENMC Encontro Nacional de Modelagem Computacional e XV ECTM
Encontro de Ciéncia e Tecnologia de Materiais, ocorridos em Ilhéus - BA, de 1 a 4 de outubro de 2024.
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1 Introducao

Em se tratando de bancos de dados reais, o setor financeiro enfrenta desafios significativos relacionados a conjuntos
de dados caracterizados pela alta dimensionalidade e um ntimero limitado de amostras. Essa complexidade aumenta
a dificuldade na construgio de modelos preditivos robustos e eficazes, essenciais para tarefas criticas como previsao
de inadimpléncia, avaliacio de risco de crédito e deteccio de fraudes [1]]. A utilizacdo de técnicas tradicionais de
aprendizado de maquina tem sido fundamental para lidar com esses desafios, permitindo a avaliacdo da importan-
cia das caracteristicas presentes nos bancos de dados e contribuindo para a reducdo do overfitting e melhoria da
interpretabilidade dos modelos [2} 3.

Contudo, a alta dimensionalidade dos dados e a presenca de caracteristicas irrelevantes ou redundantes tém sido
um obstaculo significativo. Técnicas de reducdo de dimensionalidade, como a selegcdo de caracteristicas, surgem
como uma abordagem crucial para mitigar esses problemas [Il]. A sele¢do de caracteristicas envolve o processo de
escolher um subconjunto 6timo de variaveis de entrada que preservem informacdes essenciais para a classificacdo
[4, 5, [6]. Este problema é comumente formulado como uma busca exaustiva em um espaco de combinacoes de
caracteristicas, tornando-se NP-Dificil devido ao seu elevado custo computacional [[7,8]].

Na ultima década, algoritmos quanticos tém surgido como uma alternativa promissora para resolver problemas
de otimizacdo combinatoria complexos [9]. A formulagio desses problemas em termos de Otimizacdo Bindria Qua-
dratica Irrestrita (QUBO) possibilita sua solucdo em hardware quantico, como computadores quanticos e annealers
[10l 1T} [12]]. Estudos tém demonstrado que algoritmos quéanticos variacionais também podem ser eficazes, ofere-
cendo resultados competitivos e, em certos casos, superiores as técnicas tradicionais de selecdo de caracteristicas
[8].

Nesse contexto, este artigo apresenta resultados da aplicacio de algoritmos quanticos na selecdo de caracteris-
ticas utilizando dados financeiros reais, uma vez que essa proposta representa uma oportunidade significativa para
melhorar a eficiéncia e a precisdo dos modelos preditivos. Estruturalmente, este trabalho estd organizado da se-
guinte forma: na Secdo |2} é fornecida uma visdo geral sobre o problema de selecdo de caracteristicas e os métodos
convencionais para sua resolucao; a Secao[3|descreve a abordagem proposta pelos autores; a Secao[d|apresenta os ex-
perimentos realizados, cujos resultados foram discutidos na Secao[4.1]e, por fim, as consideragdes finais e sugestoes
para pesquisas futuras estdo dispostos na Se¢ao

2 Selecao de Caracteristicas

O custo de treinar um modelo de aprendizado de maquina em um conjunto de dados de treinamento com milhares
de caracteristicas pode se tornar desafiador devido ao aumento da complexidade computacional envolvida. Nesse
sentido, o uso de estratégias para reducdo de dimensionalidade é importante para reduzir os custos de memoria
durante o treinamento e melhorar o desempenho do preditor [13}3]].

A sele¢do de caracteristicas reduz a dimenséo do problema ao selecionar um subconjunto de varidveis que podem
descrever eficientemente os dados de entrada sem perder informacoes [7]. Essa abordagem funciona porque a mai-
oria das fontes de dados produz caracteristicas redundantes ou irrelevantes. Consequentemente, pode-se também
ajudar a aumentar a interpretabilidade e a generalizagdo do modelo [14].

Em geral, o processo de selecdo de caracteristicas consiste em quatro etapas principais: gera¢cao de subconjuntos,
avaliacdo de subconjuntos, critérios de parada e validacdo dos resultados [15]. Durante o processo de busca, um
subconjunto de caracteristicas é gerado a partir do conjunto original e é avaliado seguindo um critério escolhido.
Esses passos sdo repetidos até que um ponto de parada predeterminado seja alcancado. Ao final desse processo,
o melhor subconjunto das caracteristicas selecionadas ¢ escolhido e, em seguida, validado no conjunto de teste.
No entanto, encontrar o subconjunto 6timo de caracteristicas é um problema NP-dificil [8]. Portanto, heuristicas e
procedimentos sub6timos devem ser usados para manter a computagao vidvel, ao mesmo tempo em que produzem
bons resultados.

Os métodos de selecdo de caracteristicas sio amplamente classificados em métodos de filtro, embutidos ou wrap-
pers [16]. Os métodos de filtro classificam as caracteristicas com base em sua correlacdo ou dependéncia e utilizam
testes estatisticos que filtram as caracteristicas abaixo de um certo limiar. O critério de avaliacdo desempenha um
papel vital no modelo de filtro. Técnicas embutidas ou baseadas em modelos incorporam a selecdo de caracteristicas
durante o processo de treinamento do modelo de aprendizado, e os resultados dessa selecio sdo gerados automatica-
mente quando o treinamento é concluido. Os métodos wrappers utilizam o desempenho do modelo de treinamento
como critério para avaliar o subconjunto de caracteristicas. Isso significa que o modelo é envolto em um algoritmo
de busca que encontrard um subconjunto que oferece o maior desempenho. Os métodos wrappers demonstram a
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capacidade de alcangar uma maior precisdo de classificacdo e tendem a resultar em um subconjunto menor. No
entanto, eles podem sofrer de baixa capacidade de generalizac¢do e maior complexidade temporal.

Dentre esses métodos, técnicas de filtragem que envolvem a modelagem do problema de selecdo caracteristicas
em um QUBO tém demonstrado potencialidades [17]. Adicionalmente, resultados do campo tém demonstrado van-
tagens de aplicar técnicas de algoritmos quénticos para solu¢io do QUBO em um annealer quantico, visando resolver
esses problemas com maior eficiéncia [18]].

2.1 Quantum annealing

Quantum annealing é uma meta-heuristica inspirada na computacdo quéntica adiabatica [19]. Essa abordagem
consiste em preparar uma Hamiltoniana H, cujo estado fundamental equivale a solugdo do problema de interesse
[20]. Nesse processo, uma evolucio adiabatica é usada considerando intervalos de tempo muito curtos (¢t € [0, T]),
evoluindo de uma Hamiltoniana inicial H, cujo estado fundamental é conhecido, para a Hamiltoniana de interesse
H,, [20,21]]. Essa evolugdo pode ser visualizada na Hamiltoniana abaixo:

H(t) = (1 - %)HO + %Hp )

Note que para t = 0 a equacdo (1)) se torna H(0) = H,, enquanto que em ¢t = T, tem-se H(T) = H,, conforme
descrito acima. Essas caracteristicas tornam a computacdo quantica adiabética universal com complexidadeem T =
Olexp(aN#)], sendo N o tamanho do problema e « e 8 constantes positivas caracteristicas [22]]. Contudo, quantum
annealing se diferencia da computacio quantica adiabatica por duas caracteristicas fundamentais: i) a Hamiltoniana
final deve pertencer a uma classe especifica, o que torna restringe a universalidade do quantum annealing [21]; ii)
nao se tem uma garantia de evolugdo genuinamente adiabdtica, visto que o tempo de execu¢io do quantum annealing
seria muito longo [19]].

Referente ao primeiro ponto, uma classe de Hamiltonianas amplamente usadas em quantum annealing é o Mo-
delo de Ising, estudado na Fisica para descrever a interagio ferromagnética de uma cadeia de spins [21} [23]. Esse
modelo matemaético é descrito em termos da interacdo spin-spin e a interacdo individual dos spins com um campo
magnético externo, conforme equacao abaixo:

- |
=2 I0d ol = 3 ol @)
Jik J

Em que agj ) ¢ a matriz de Pauli Z aplicada no qubit j, Jj; € o coeficiente de interacdo entre o spin j e o spin k,
e o coeficientes h; representa a influéncia de um campo magnético externo na particula j [21]. J4 a Hamiltoniana

o } -1 _(j . . . -
inicial usualmente é representada como Hy = — Z;l a;] ), em que ag )éa atuacdo da porta de Pauli X no qubit j, e

n é o namero de qubits usados [21,[20]. Nesse caso, o estado fundamental da Hamiltoniana H,, pode ser facilmente
verificado como ®f’:_01 |+). Nesse sentido, a Hamiltoniana usada no quantum annealing é da forma:

n-1
t i t
H(t)=—<1—T> E O'{C—T _Ekjjkzj2k+ E I’lJZJ (3)
J Js J

Nesse caso, a Hamiltoniana de interesse pode ser representada por uma instancia QUBO, descrita por uma matriz
simétrica de dimensdo N X N. Nesta matriz, os coeficientes h; sdo descritos na diagonal principal, enquanto os
coeficientes de acoplamento J j; correspondem aos elementos fora da diagonal principal [18]]. Portanto, um resultado
importante da computacdo quantica é a possibilidade de mapear problemas de otimizagdo binaria para o quantum
annealing [21]].

3 Método de Selecao de Caracteristicas

Para a construgdo da instancia QUBO implementada na selecdo de caracteristicas, foram usados dois algoritmos
quanticos: Quantum-Boosting (Q-Boosting) e Quantum-Correlation (Q-Correlation) [18]. Em ambos os casos, a
ideia central é verificar o qudo correlacionadas as caracteristicas estdo com a variavel que indica se o cliente paga ou
ndo a divida com o banco. Para tanto, usa-se a correlagdo de Pearson como métrica para essa avaliacio, conforme
equacdo abaixo:

Cov(L,M)

Corr(L,M) =
OLOM

)

onde Cov(L, M) ¢é a covariincia entre as variaveis aleatorias L e M, e oy e o), S30 0s seus respectivos desvios
padrdo [24]. O Algoritmo Q-Boosting aplica a técnica de boosting, que envolve a combinacio de modelos simples e
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fracos, cada um treinado com um conjunto limitado de caracteristicas, para formar um modelo forte que emprega
apenas as caracteristicas mais relevantes [17]. Nesse caso, a matriz do QUBO ¢ construida se acordo com a seguinte
simetria:

Corr(h;, hj) sei#j

s = S . . (5)
1 - tA4=2-Corr(h;,y) sei=j

Em que h; coincide com a estimativa de um classificador de Méaquina de Vetores de Suporte (SVM) treinado
apenas com a i-ésima caracteristica do conjunto de dados analisado, N é o namero de features, S é o nimero de
samples dentro do dataset, 1 é o hiperpardmetro do algoritmo e y a varidvel alvo [18]. Note que a correlacdo de
Perason é empregada em sua totalidade somente nos elementos fora da diagonal principal

O Q-Correlation é¢ um algoritmo de selecio de caracteristicas QUBO que calcula a correlacdo de Pearson (4) entre
as caracteristicas e a varidvel alvo, bem como entre as proprias caracteristicas [25]]. A construcio da matriz QUBO ¢
denotada por:

_VQij =Corr(fi, fj) sei#j
Qi =Corr(fiy)  sei=j

Construida a instancia QUBO com ambas as matrizes, o passo seguinte do algoritmo é codifica-la no modelo de
Ising (2)) para, em seguida, encaminhé-la para o quantum annealing (3)). Conforme discutido, a relagdo entre os ele-
mentos da diagonal principal da matriz QUBO estdo diretamente relacionados com os coeficientes de acoplamento
Jji da Hamiltoniana, enquanto que o coeficiente h; se relaciona com os elementos da diagonal principal [18]]. Com
isso, é possivel encontrar a partir da evolucio (quase) adiabatica do quantum annealing a solucédo para a instancia
QUBO que realiza a selecdo de caracteristicas.

Q (6)

3.1 Desenho Experimental

Para nossos experimentos, utilizamos um dataset contendo um total de 5889 caracteristicas. Esse dataset incluia
dados financeiros, que foram empregados para treinar modelos de machine learning com o objetivo de prever se um
cliente pagaria ou ndo a divida com o banco. Para avaliar a qualidade dos modelos, foi usado o método de validacio
cruzada para calcular a acuracia das predicdes.

Para a execucdo do algoritmo, usou-se simuladores da plataforma da D-Wave, amplamente conhecida por dar
suporte a cddigos que necessitam de quantum annealing para serem compilados [21]]. Todas as simulacdes foram
executadas no simulador quantico Kuatomu fornecido pelo SENAI-CIMATEC. Kuatomu compreende 192 nucleos
de processamento (CPU) com 384 threads, 3 TB de memodria RAM e 4 placas aceleradoras GPU NVidia V100 de 32
GB.

4 Resultados

O método descrito na secdo anterior possibilitou a obtencio de 392 subconjuntos de caracteristicas que foram usados
para treinar diferentes modelos de aprendizado de maquina. A Tabela[lJapresenta a acuracia dos diferentes modelos
de aprendizado de maquina treinados com os menores subconjuntos de caracteristicas obtidas pelo QUBOCorrela-
tion ou QUBOSVCBoosting. Cada modelo é identificado por um nome (M1 a M10) e possui um numero especifico de
caracteristicas (k). A acurdcia média de cada modelo é acompanhada por seu desvio padrdo (o) obtidos comparando
os valores da validagdo cruzada e pelo algoritmo usado para a selecio de caracteristicas. Em contrapartida, a Tabela
apresenta os 10 modelos com as melhores acurécias observadas, nomeados de M11 a M20.

4.1 Discussio

A anilise estatistica de dados ¢ um processo de fundamental importancia para para a tomada de decisdes informadas
e baseadas em evidéncias disponiveis nas caracteristicas dos proprios dados. Como o objetivo central da pesquisa foi
a selecdo de caracteristicas relevantes para o banco, de modo a reduzir a redundancia na base de dados, uma anélise
em primeiro plano é observar os modelos com menor quantidade de caracteristicas selecionadas listados na Tabela
m

E possivel notar que os trés primeiros modelos tiveram uma drastica redugdo no numero de caracteristicas indo
de 5766 para somente 1. Outro ponto importante € o algoritmo usado, em que o QUBOSVCBoosting parece ser mais
adequado para a selecdo de menos caracteristicas. Todavia, conforme discutido anteriormente, é preciso se atentar
nio somente a quantidade de caracteristicas selecionadas, mas a validacdo desses modelos.

Nota-se que os modelos com maiores validagdes tém um grande numero de caracteristicas selecionas, tendo o
algoritmo QUBOCorrelation como predominante. Isso pode indicar que esse algoritmo consegue métricas melhores,
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Tabela 1: Desempenho de modelos de machine learning com menos caracteristicas, medido pela acurécia e desvio
padrio, utilizando algoritmos QUBOCorrelation e QUBOSVCBoosting.

Modelo k  Acuracia +o Algoritmo
M1 1 0.912 +0.021 QUBOCorrelation
M2 1 0919+0.017 QUBOSVCBoosting
M3 1 0912+0.019 QUBOSVCBoosting

M4 101  0.912+0.021 QUBOSVCBoosting
M5 121  0.921 +0.015 QUBOSVCBoosting
M6 126 0917 £0.012 QUBOCorrelation

M7 198 0.919 +0.023 QUBOSVCBoosting
M8 241 0.917 £0.016 QUBOSVCBoosting
M9 249  0.924 +0.013 QUBOCorrelation

M10 294 0.921 +0.021 QUBOSVCBoosting

Tabela 2: Desempenho de modelos de machine learning com maior acuracia, medido pela acuricia e desvio padrio,
utilizando algoritmos QUBOCorrelation e QUBOSVCBoosting.

Modelo k Acuricia +o Algoritmo
M11 3048 0.931+0.012 QUBOCorrelation
M12 2875 0.929+0.017 QUBOCorrelation
M13 2867 0.929+0.011 QUBOCorrelation
M14 2879 0.929 +0.011 QUBOCorrelation
M15 2866 0.929 +0.018 QUBOCorrelation
M16 2909 0.929+0.011 QUBOCorrelation
M17 3046 0.929 +0.011 QUBOCorrelation
M18 5208 0.929 +0.017 QUBOCorrelation
M19 2828 0.929 +0.015 QUBOSVCBoosting
M20 2834 0.929 +0.011 QUBOSVCBoosting

mas seleciona mais caracteristicas. No entanto, a validagdo ¢ extremamente proxima dos modelos da Tabela[l] Se
considerarmos o desvio padréo, é possivel visualizar que os modelos estdo no mesmo intervalo de confianca, o que
torna dificil a escolha por um melhor modelo. Nesse caso, € necessario o uso métricas estatisticas capazes de validar
a escolha do modelo adequado

Para essa analise, foi considerado o Critério de informacio de Akaike (AIC), uma métrica usada para a selecio de
modelos estatisticos, balanceando a qualidade do ajuste do modelo e sua complexidade. Introduzido por Hirotsugu
Akaike em 1974, o AIC estima a quantidade de informacio perdida ao usar um modelo para representar o processo
que gerou os dados [26]. Modelos com menor valor de AIC sdo preferiveis, pois indicam um melhor equilibrio entre
ajuste e simplicidade, penalizando o nimero de pardmetros do modelo e bonificando a sua verossimilhanca [27],
conforme equagdo[7} Ele é particularmente ttil na comparacido de modelos diferentes e é amplamente usado em
campos como econometria, biologia, e aprendizado de maquina.

AIC = 2k — 2log(L) 7

Em resumo, essa métrica foi aplicada aos elementos do banco de dados com os resultados das selecées de carac-
teristicas para a escolha dos modelos mais adequados. Para tanto, considerou-se o nimero de parametros do sistema
como equivalente ao numero de caracteristicas e a verossimilhanca como equivalente & validacdo dos modelos. Na
Tabela|[3] é possivel observar os 10 modelos com menores AIC escolhidos no sistema.

Nesse caso, € possivel visualizar que o AIC teve preferéncia por dados com menor numero de caracteristicas. De
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Tabela 3: Tabela de melhores valores de AIC.

Modelo N Validacio  Test_Ac Algoritmo AIC
M2 1 0.919 £ 0.017 0.903 QUBOSVCBoosting 0.169
M1 1 0.912 + 0.021 0.910 QUBOCorrelation  0.184
M3 1 0.912 +£ 0.019 0.897 QUBOSVCBoosting  0.184

M4 101  0.912 + 0.021 0.917 QUBOSVCBoosting 0.207
M5 121  0.921 +0.015 0.910 QUBOSVCBoosting 0.216
M6 126 0.917 +0.012 0.903 QUBOCorrelation  0.219
M7 198  0.919 +0.023 0.913 QUBOSVCBoosting 0.238
M8 241 0917 +£0.016 0.903 QUBOSVCBoosting  0.244
M9 249 0.924 +0.013 0.903 QUBOCorrelation  0.256
M10 294 0.921 + 0.021 0.910 QUBOSVCBoosting  0.267

fato, se os modelos tém verossimilhancas muito préximas, é preferivel a escolha por modelos com menor ntimero
de parametro. Essa observacdo estd fortemente relacionada a navalha de Occan, em que modelos mais simples e
fidedignos melhor descrevem algum fenémeno [28]].

Para além dessas observacées, uma outra métrica importante para a avaliacdo dos modelo escolhidos pelo critério
de informacio Akaike é a acuracia dos dados de teste, representado na Tabela [3| pela coluna Teste_Ac. Nesse caso,
observa-se que M4 é o modelo com melhor teste de acuracia dentre todos os encontrados considerando o critério de
Akaike, enquanto o M3 ¢ o pior modelo.

5 Consideracoes finais

A partir do presente trabalho, conseguimos explorar a aplicacdo de otimiza¢do combinatéria baseados em QUBO
para selecdo de caracteristicas que sdo relevantes para o setor financeiro, mais especificamente tratando questdes
de previsdo de inadimpléncia. Através de métricas usadas nos algoritmos QBooosting e QCorrelation, foi possivel
medir a relagc@o entre as caracteristicas e as variaveis trabalhadas, além de avaliar a performance dos modelos de
aprendizado de méquina implementando em um simulador de annealer quantico.

Considerando os resultados, nota-se que ambos algoritmos reduzem as quantidades de features, tendo o Q-
Boosting utilizado menos features, porém com Q-Correlation apresentando melhores métricas de acuracia. A analise
estatistica demonstrou a importancia da validacao cruzada e o Critério de Informacao de Akaike (AIC) para trazer
um equilibrio entre a simplicidade do modelo e a sua precisdo. Os modelos gerados apresentaram um desempenho
variado, com os melhores alcancando uma acurécia média superior a 0.92. No entanto, o fato de a métrica AIC ter
optado por modelos com menos features pode indicar pouca sensibilidade a pequenas variacdes de verossimilhanca,
sendo necessaria a andlise interpretativa de profissionais da area de financas capazes de validar a quantidade de
features selecionadas.

Apesar dos resultados, foram identificados algumas limitagdes referentes a dificuldade de o modelo aprender pa-
drdes complexos em dados financeiros. Como perspectivas futuras é possivel explorar novos métodos de abordagens
hibridos ou totalmente quanticos para identificacio desses padrdes. Outrossim, a otimizacdo dos parametros dos
algoritmos e busca por outras métricas sdo questdes que devem ser consideradas. A continua evolugdo dos algorit-
mos quinticos e 0 aumento da capacidade computacional das plataformas de quantum annealing sdo promissores
para a obtencdo de modelos mais robustos e eficientes na selecio de caracteristicas e previsio de padrdes financeiros.
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