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Resumo

Entre as mulheres, o cancer de mama € um dos tipos de cAncer com maior incidéncia e letalidade no mundo. Apesar
da alta taxa de letalidade, o cancer de mama tem alta porcentagem de cura e diagnosticos favoraveis quando
diagnosticado em estagios iniciais. A mamografia ¢ considerada o melhor método de deteccdo, contudo, suas
imagens sdo complexas, o que torna a andlise diagndstica suscetivel a erros. Uma das formas de reduzir os erros é
o uso de métodos computadorizados para auxilio ao diagnéstico. Com o objetivo de contribuir para o diagnostico
preciso desta doenca, neste trabalho, comparamos trés modelos de aprendizado de maquina na deteccio de cancer
de mama usando o banco de imagens de mamografia MIAS, a partir de caracteristicas extraidas da matriz de co-
ocorréncia de niveis de cinza (GLCM) e de primeira ordem. Os modelos avaliados s3o o K-Nearest neighbor (KNN),
random forest e XGBoost. Os resultados mostram que os modelos testados ndo obtiveram resultados com alto grau
de precisdo. Entre os modelos avaliados, o XGBoost obteve o melhor resultado de deteccao.

Palavras-chave

Caracteristicas de primeira ordem e Matriz de co-ocorréncia de niveis de cinza ® Aprendizado de mdquina e
Deteccdo de cincer de mama

Abstract

Among women, breast cancer is one of the types of cancer with the highest incidence and lethality in the world.
Despite the high lethality rate, breast cancer has a high percentage of cure and favorable diagnoses when diagnosed
in early stages. Mammography is considered the best method of detection, however, its images are complex, which
makes the analysis susceptible to errors. One of the ways to reduce diagnostic errors is the use of computerized
methods to aid diagnosis. To contribute to the accurate diagnosis of this disease, in this work, we compared three
machine learning models for breast cancer detection using the MIAS mammography image database, based on
features extracted from the gray level co-occurrence matrix and first order features. The models evaluated are K-
Nearest neighbor (KNN), random forest and XGBoost. The result show that the tested models did not obtain result
with high degree of accuracy. Among the models evaluated, XGBoost obtained the best result.

* Este artigo € uma versao estendida do trabalho apresentado no XXVII ENMC Encontro Nacional de Modelagem Computacional e XV
ECTMEncontro de Ciéncia e Tecnologia de Materiais, ocorridos em Ilhéus - BA, de 1 a 4 de outubro de 2024.
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1 Introducao

Entre as mulheres, o cancer de mama é um dos tipos de cancer com maior incidéncia e letalidade no mundo. Ele é
a segunda principal causa de mortes por cancer entre as mulheres em escala global e a principal causa nos paises
em desenvolvimento. Estima-se que a cada ano aproximadamente 22% dos novos casos de cancer correspondem ao
cancer de mama, sendo responséavel por um alto nimero de mortes de mulheres adultas [1]. Contudo, as medidas
de prevencdo, diagnostico e controle da doenca ndo tem acompanhado o mesmo ritmo de crescimento dos casos
[2].

Apesar da alta taxa de letalidade, o cincer de mama tem alta porcentagem de cura e progndsticos favoraveis
quando diagnosticados em estdgios iniciais [1]. Entre os meios de deteccdo precoce de cAncer de mama, os mais
eficazes sdo o exame clinico de mama (ECM) e a mamografia [2]. O ECM pode detectar tumores superficiais de até
1,0 cm e exige apenas um médico ou enfermeira treinados. J4 a mamografia, é realizada utilizando um equipamento
de mamografia e é necessario que um especialista avalie as imagens geradas pelo exame. A mamografia é
considerada o melhor método de detecgdo precoce, pois consegue detectar tumores menores em quaisquer
localizacdo [3].

Um enxame de mamografia geralmente é composto por 4 imagens, duas para cada mama [3]. Essas imagens
podem ser extremamente complexas, o que torna desafiador sua analise, até mesmo para especialista experientes,
sendo altamente suscetivel a erros [4]. Muitos fatores podem influenciar na complexidade dessas imagens, desde
lesdes extremamente pequenas a fatores relacionados a aquisicdo das imagens, que demanda manutengéo e
calibracdo dos aparelhos e técnicos qualificados para a realizacio do exame [3]. Para reduzir os erros de
diagnosticos, existem algumas solucdes, como o uso de uma segunda opinido e o uso de sistemas computadorizados
de auxilio ao diagnostico (CAD, Computed Aided Diagnosis). O uso de uma segunda opinido pode ser inviavel na
maioria dos hospitais devido a falta de profissionais treinados [3]. J& os sistemas CAD vém ganhando grande
notoriedade, principalmente devido ao advento da inteligéncia artificial e da big data, que tem reduzido as
limitagdes enfrentadas pelos métodos [4].

O uso de caracteristicas extraidas da matriz de co-ocorréncia de niveis de cinza (GLCM, Gray Levels Co-ocorrence
Matrix) tem sido aplicado na classificagdo de imagens e detec¢do em diversas dreas, como na classificagao de Lasem
Batik [5], na classificacdo de imagens histopatolégicas [6] e na detecgio de tumores no cérebro [7]. Estudos recentes,
como [8], [9] e [10] também demonstraram, com sucesso, a aplicagio de caracteristicas extraidas de matriz GLCM
em conjunto com métodos de aprendizado de maquina na detecco de cincer de mama em imagens de
mamografias.

Neste trabalho implementamos trés modelos de aprendizado de méaquina para deteccdo de cincer de mama,
utilizando caracteristica extraidas da GLCM e de primeira ordem, e comparamos seus resultados no banco publico
de imagens de mamografia MIAS. O objetivo deste trabalho ¢ realizar uma exploracdo preliminar do problema
visando avaliar a consisténcia do banco e o uso de técnicas simples de aprendizado de maquina em sua abordagem.
Os modelos implementados sdo o K-Nearest neighbor (KNN), random forest e XGBoost.

2 Conjunto de Dados e Modelos

Para realizacdo desta pesquisa, utilizamos o banco de imagem de mamografia Mammographic Image Analisys
Society (MIAS). O MIAS é um banco de imagens publico desenvolvido por um grupo de pesquisa do Reino Unido,
sendo um dos bancos mais utilizados em pesquisas na area de analise de imagens médicas. Ele é composto por 330
imagens no formato Portable Gray Map (PGM), com todas as imagens apresentando dimensdes de 1024x1024 pixels.
Dentre as 330 imagens do banco, 207 tem patologias classificadas como normais, 69 como benignas e 54 como
malignas.

Para extracdo das caracteristicas das imagens, utilizamos a matriz GLCM, um dos métodos mais tradicionais
para extracdo de caracteristicas de imagens [11], em conjunto com caracteristicas de primeira ordem. Essas
caracteristicas sio amplamente utilizadas em problemas de deteccdo [12]. A matriz GLCM considera uma direcdo
e um angulo para comparar a ocorréncia de niveis de cinza de dois pixels vizinhos [13]. Por outro lado, as
caracteristicas de primeira ordem sdo extraidas com base na distribuicio de intensidade dos pixels.

O desenvolvimento desta pesquisa foi realizado em duas etapas, sendo elas: (1) Pré-processamento dos dados e
extracdo das caracteristicas; (2) Treinamento e avaliacdo dos modelos de deteccio.
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Na etapa de pré-processamento dos dados e extracdo das caracteristicas, iniciamos realizando um recorte
retangular nas imagens em torno da regido de interesse (ROI) especificada nos metadados das imagens do banco.
O recorte realizado nas imagens tem largura e altura iguais a 2 vezes o raio da regido de interesse. Em seguida,
seguimos com o aprimoramento das imagens do banco de dados. Para isso, utilizamos, respectivamente, o filtro de
mediana para reduzir o ruido e Contrast Limited Adaptative Histogram Equalization (CLAHE) para melhorar o
contraste das imagens. A Figura 1 a seguir mostra um exemplo de imagem ap6s o procedimento de recorte e
aprimoramento de imagem.

(a) (b) (c)

Figura 1: (a) Imagem original; (b) Imagem apds recorte;
(c) Imagem recortada apos filtro de mediana e CLAHE.

Como proximo passo, realizamos a extracdo das caracteristicas GLCM e de primeira ordem das imagens. As
caracteristicas GLCM extraidas foram dissimilaridade, correlacdo, homogeneidade, contraste, energia e momento
angular de segunda ordem (ASM). Os angulos utilizados foram 00, 450, 90° e 135° graus, com uma distancia de 1.
As caracteristicas de primeira ordem utilizadas foram a média, desvio padrao, suavidade, terceiro momento,
uniformidade e entropia. Para melhor entendimento das caracteristicas GLCM e de primeira ordem extraidas, mais
informacdes podem ser encontradas em [13] e [9], respectivamente. As caracteristicas, valores angulares e
distancias foram selecionados com base na literatura, e em testes de avaliacdo de modelos.

Apos extrair as caracteristicas, extraimos dos metadados do banco MIAS os diagndsticos da patologia e os
atribuimos para suas respectivas imagens. As imagens com patologia classificadas como normais foram descartadas,
resultando em apenas 123 imagens. Para balancear as classes, utilizamos a estratégia de oversampling, que gera
novas amostras da classe minoritaria. Optamos por utiliza essa abordagem devido a baixa quantidade de imagens
do banco.

Como ultimos passos da etapa de pré-processamento e extracdo de caracteristicas, realizamos a padronizacdo
dos dados, tratamentos os rotulos categoricos e dividimos os dados em conjuntos de treino e testes. Para padronizar,
utilizamos o método StandardScaler, que transforma os dados em novos valores com média 0 e desvio padrdo
constante. Para divisdo dos dados, utilizamos 80% dos dados para treinamento, os quais serdo utilizados para treinar
e realizar ajustes de pardmetros dos modelos por meio da validagdo cruzada, e os outros 20% foram utilizados para
avaliar o modelo. A Figura 2 a seguir apresenta o fluxograma das etapas de pré-processamento dos dados e extracdo

das caracteristicas.
Extragdo das |
imagens Recorte das Aprimoramento das Geragéo e extragdo das
imagens imagens caracteristicas

Divis&o dos dados Tratamento dos Balangeamento das Exélr:g::se ‘;"';b:;‘;gsa‘;as
em treino e teste rétulos categoricos classes ipa
respectivas imagens

Figura 2: Fluxograma das etapas de pré-processamento dos dados
e extracdo das caracteristicas.
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Como passo inicial da fase de treinamento e avaliacdo dos modelos de detec¢io, iniciamos com a selecdo dos
modelos. Os modelos escolhidos foram o KNN, random forest e XGBoost. Optamos por esses modelos devido ao
fato de ja terem sido amplamente utilizados em outras pesquisas de deteccio que empregam caracteristicas
extraidas da matriz GLCM e/ou de primeira ordem.

Em seguida, realizamos a selecio dos melhores parametros dos modelos e apuramos quais caracteristicas
extraidas sdo mais relevantes por meio da validagdo cruzada no conjunto de treino utilizando K igual a 5. Ao
analisar, observamos que os modelos obtiveram resultados melhores com a seguinte combinacio das caracteristicas:
média, desvio padréo, suavidade, uniformidade, dissimilaridade (distincia 1, angulo 135°), correlacgdo (distincia 1,
angulos 0°, 450 e 90°), homogeneidade (distancia 1, &ngulo 0°), contraste (distancia 1, &ngulo 0°), energia (distancia
1, angulo 0°) e ASM (distancia 1, angulos 0°, 450, 90° e 135°). Apds encerrado o treinamento, o tltimo passo, envolve
avaliar os resultados dos modelos no conjunto de teste. A métrica utilizada para avaliacio dos modelos foi a
acuricia.

3  Resultados e Discussoes

Nesta se¢do serdo apresentados os resultados dos modelos implementados neste trabalho na deteccdo de cancer de
mama utilizando caracteristicas extraidas da matriz GLCM e de primeira ordem. Na Figura 3 a seguir, ilustramos
as saidos dos modelos para cada cendrio possivel na deteccido de cincer, ou seja, cancer detectado, cancer nio
detectado e falhas. Essas imagens, apresentadas na Fig. 3, podem mostrar como geralmente sdo as imagens para
cada uma das alternativas, dessa forma, auxiliando na compreensdo e na identificacdo de fatores que possam
contribuir para o aprimoramento desses modelos.

Verdadeiro positivo Falso Positivo

"

Falso Negativo

Figura 3: Saidas de cancer detectado, ndo detectado e falhas geradas pelos modelos.

Na Tabela 1 a seguir, apresentamos os resultados de detec¢do dos modelos no conjunto de teste do banco de
imagens MIAS. Ao analisar os resultados, notamos que os modelos ndo obtiveram resultados com alto grau de
precisdo. Em geral, os modelos apresentaram resultados de detec¢do proximos uns dos outros, com valores entre
60% e 70% de acurécia. Entre os resultados, 0 modelo XGBoost foi o que obteve melhor resultado, com 69,15% de
acurdcia, enquanto o Random Forest teve pior resultado, com 63,33% de acuracia, sendo ligeiramente inferior ao
resultado obtido pelo KNN.
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Tabela 1: Resultados de deteccdo dos modelos no conjunto de teste.

Modelo Acuricia (%)

K-Nearest Neighbor 64,96
Random Forest 63,33

XGBoost 69,15

Na Tabela 2, apresentamos os resultados da matriz de confusio do XGBoost, aquele modelo que apresentou o
melhor resultado de deteccdo considerando sua acuracia. O XGBoost obteve 17 acertos de um total de 24 amostras
do conjunto de teste, apresentando resultados semelhantes entre os acertos como verdadeiro positivo e verdadeiro
negativo. Ja entre as deteccOes falhas, a matriz de confusdo mostra um marcado desbalango, com o modelo
apresentando maior quantidade de erros como falso negativo. Este comportamento, pode ser considerada uma
caracteristica negativa uma vez que o falso negativo pode trazer graves prejuizos ao paciente.

Tabela 2: Matriz de confusao do resultado de deteccio do XGBoost.

Detectado | Detectado
Positivo Negativo

Real 9
Positivo 5
Real 5 g
Negativo

Na literatura encontramos diversos trabalhos [9, 10, 14, 15] que oferecem resultados com alta acuracia para o
problema abordado nesta pesquisa. Ao comparar os resultados obtidos pelos modelos propostos com os encontrados
na literatura, vimos que nossos resultados apresentaram uma grande discrepancia em relagio aos reportados, onde
valores de acuracia superiores a 90% foram alcancados. Essa grande discrepancia nos resultados pode ser atribuida
ao uso de técnicas mais avancadas para delimitacdo da regido de interesse, a métodos de aprimoramento de imagens
mais complexos e ao uso de conjuntos de dados mais robustos. Uma das dificuldades encontradas nessa pesquisa
para obter melhores resultados foi a ocorréncia de overfitting, devido ao baixo niimero de imagens disponiveis no
banco de dados MIAS. Diversas abordagens para mitigar o overfitting foram utilizadas sem trazer melhoria
significativa na acuricia da detecgao.

4 Conclusoes e Trabalhos Futuros

Neste trabalho, empregamos trés modelos de aprendizado de maquina na deteccdo de cancer de mama utilizando
caracteristicas extraidas da matriz GLCM e de primeira ordem. Para isso, realizamos procedimentos de recorte da
regido de interesse e de aprimoramento da imagem, usando os filtros de mediana e CLAHE. O banco de imagens
médicas de mamografia utilizado foi 0 MIAS, e os modelos considerados foram o KNN, random forest e XGBoost.
Os resultados de deteccdo apresentados mostraram que os modelos obtiveram resultados de previsdo

semelhantes, com a acurécia variando entre 60% e 70%. Entre os modelos, o XGBoost foi o que obteve melhor
resultado de acurécia alcancando um valor préximo de 70%. Além disso, foi visto que o XGBoost apresentou maior
dificuldade nos casos de patologia positiva, com a quantidade de erros de deteccdo associada ao tipo falso negativo.
Os resultados encontrados na literatura sdo superiores aos reportados neste trabalho, o que sugere que outros
conjuntos de dados devem ser avaliados e novas etapas de pré-processamento devem ser incorporadas aos modelos.
O diagnostico precoce do cancer de mama tem papel fundamental no aumento da taxa de sobrevivéncia a doenca
e em prognosticos com resultados favoraveis. Com isso, é importante que diagndsticos sejam precisos e confiaveis.
Os métodos computacionais de auxilio ao diagnostico podem exercer um papel fundamental nisso, assim podendo

Vetor, Rio Grande, vol. 34, no. 2, €18067, 2024 5



Aprendizado de Mdquina na Deteccdo de Cancer de Mama Silva et al.

fornecer informacoes importantes que ajudem os especialistas a terem maior confianca no diagndstico ou até
mesmo identificar tumores nao vistos pelo especialista. Este trabalho tem como desdobramentos futuros explorar
novas abordagem e métodos para aprimoramento de imagens de mamografia, e avaliar novos métodos de
aprendizado de maquina que possam aprimorar os resultados de deteccdo em futuras pesquisas.
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