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RESUMO 
Um sistema de predição de alarmes com a finalidade de auxiliar a implantação de 
uma política de manutenção preditiva industrial e de constituir-se em uma ferramenta 
gerencial de apoio à tomada de decisão é proposto neste trabalho. O sistema 
adquire leituras de diversos sensores instalados na planta, extrai suas 
características e avalia a saúde do equipamento. O diagnóstico e prognóstico implica 
a classificação das condições de operação da planta. Técnicas de árvores de 
regressão e classificação não-supervisionada são utilizadas neste artigo. Uma 
amostra das medições de 73 variáveis feitas por sensores instalados em uma usina 
hidrelétrica foi utilizada para testar e validar a proposta. As medições foram 
amostradas em um período de 15 meses. 
 
 
 
PALAVRAS-CHAVE: árvores de regressão, classificação não-supervisionada, 
manutenção preditiva, séries temporais. 
 
 
 

 
 
 

Vetor, Rio Grande, v.19, n.1, p. 37-48, 2009. 37



ABSTRACT 
INDUSTRIAL PROCESSES ALARM PREDICTION USING NON-SUPERVISED 

CLASSIFICATION 
In this work an alarm prediction system is proposed. Its main aims are to contribute to 
the establishment of predictive industrial maintenance guidelines and to produce a 
management decision support tool. The proposed system obtains readings from 
many sensors that are installed in the industrial plant, extract its characteristics and 
evaluates the equipment’s health. The diagnosis and prognosis implies in a 
classification of the industrial plant’s operational condition. Classification and 
regression trees are applied in this paper. A measurement sample from 73 sensors 
installed in a hydroelectric power plant is utilized to test and validate the proposed 
methodology. The measurements were obtained in a 15 months period. 
 
 
 
KEYWORDS: atheoretical regression trees, non-supervised classification, predictive 
maintenance, time series. 
 
 
 

1 – INTRODUÇÃO 

Nos tempos atuais, a busca pelo aumento da competitividade justifica 
investimentos no processo de produção de forma a alcançar elevados índices de 
confiabilidade e de desempenho do sistema de produção. A manutenção industrial 
constitui-se em elemento fundamental para a obtenção de melhores resultados 
operacionais.  

Três principais políticas de manutenção podem ser elencadas [16]: 
Manutenção corretiva: manutenção voltada à reparação dos equipamentos 

após a falha ter ocorrido. 
Manutenção preventiva: a inspeção, reparação ou substituição do equipamento 

é feita em agendamentos pré-determinados antes da ocorrência da falha, trazendo 
consigo uma série de vantagens, entre elas a minimização de imprevistos e redução 
de custos de horas extras.  
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Manutenção preditiva: também conhecida como manutenção baseada em 
condições (condition-based maintenance - CBM), além de a atividade de 
manutenção ser programada antes da ocorrência de falha da máquina, considera as 
informações coletadas sobre suas condições. O monitoramento faz uso das 
informações sensoriais para identificar o estado de uma máquina ou equipamento e 
estimar seu tempo de vida residual. Referência [7] aborda que os principais 
elementos da manutenção preditiva são monitoramento/previsão, 
diagnóstico/prognóstico e tomada de decisão/manutenção.  

O presente trabalho é resultado do Programa de Pesquisa e Desenvolvimento 
(P&D) da empresa AES Tietê juntamente com Instituto Federal Sul rio-grandense e 
Universidade Federal do Rio Grande, o qual propõe um sistema computacional de 
supervisão e diagnóstico voltado à predição de diferentes tipos de alarmes 
aplicáveis em plantas de geração hidroelétrica a partir de um conjunto de variáveis 
de sinais de entrada monitorados. 

As diversas variáveis monitoradas são responsáveis pelos disparos de n 
alarmes, sendo que um único alarme pode estar associado a mais de uma variável 
ou ainda, uma variável pode estar vinculada a mais de um alarme. Mineração de 
dados deverá ser realizada identificando o subconjunto de sinais de entrada 
associado a cada alarme.  Em função do mapeamento estabelecido e do 
monitoramento dos sinais adequados, o sistema deverá prever as possíveis falhas 
(alarmes) no processo de produção em tempo hábil de forma a possibilitar ações de 
manutenção e gerenciais para evitá-las.  

Nesta proposta global de trabalho, o presente artigo se detém nas questões de 
mineração de dados e de classificação das assinaturas normais e anormais das 
séries temporais. O trabalho está estruturado em quatro seções, a Seção 2 
apresenta trabalhos relacionados, Seção 3 aborda a arquitetura geral do sistema e 
os métodos adotados para o seu desenvolvimento, seguindo na Seção 4 com 
resultados e discussão e, por fim, na Seção 5 apresentam-se as conclusões. 

 

2 – TRABALHOS RELACIONADOS 

Em se tratando de manutenção preditiva, a especificação OSA-CBM (Open 
Systems Architecture for Condition-based Maintenance), arquitetura padrão para 
mover informações em sistemas de manutenção baseada em condições, divide o 
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sistema em seis blocos seqüênciais, sendo Aquisição de Dados (Módulo dos 
Sensores), Manipulação de Dados (Processamento de Sinais), Monitoramento das 
Condições, Avaliação da Saúde, Prognóstico e Apoio à Tomada de Decisão [5], [12]. 

Técnicas de fusão de múltiplos sensores são utilizadas para combinar todas as 
informações parciais oriundas de diferentes sensores a fim de se obter uma maior 
precisão de diagnóstico e prognóstico. Tais técnicas podem ser agrupadas em três 
principais níveis dependendo do estágio de processamento em que elas ocorrem, 
sendo Fusão no Nível de Dados, Fusão no Nível de Características e Fusão no Nível 
de Decisão [9], [6]. 

Na literatura existe uma enorme gama de técnicas e algoritmos a serem 
empregados na fusão de sensores, entre elas Média Ponderada, Filtro de Kalman, 
Dempster-Shafer, Redes Neurais Artificiais e outros [6]. 

Referência [14] utiliza uma fusão no nível de decisão com a abordagem 
Dempster-Shafer para diagnóstico de falta em motor a diesel de acordo com [9]. 

Referência [4] aplica a média ponderada dos valores de confiança individuais 
dos sensores para obtenção do valor de confiança da fusão de sensores em um 
experimento realizado em uma máquina de solda.  

Diversas ferramentas são utilizadas para o desenvolvimento da especificação 
OSA-CBM. Uma síntese destas é apresentada na Figura 1. 

 

 
 

FIGURA 1 – Ferramentas para Processamento de Sinais, Avaliação de Saúde, 
Diagnóstico e Prognóstico [10] 

 
Referência [11] utiliza k-means para apresentar uma solução alternativa para o 

problema da continuidade do serviço em sistemas de distribuição de energia 
associada à localização de falha.  
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3 – METODOLOGIA  

Técnicas estatísticas podem ser utilizadas para redução dimensional, 
reduzindo o volume de informações a serem introduzidas nos classificadores [13]. 
Métodos de árvores são particularmente adequados para tarefas de mineração de 
dados, onde muitas vezes há pouco conhecimento a priori do sistema, bem como 
poucas informações sobre o relacionamento das variáveis existentes [15]. 

A proposta deste trabalho faz uso de métodos de árvores de regressão no 
auxílio ao mapeamento dos sinais monitorados nos alarmes a serem previstos. A 
arquitetura do sistema é composta pelos módulos Extração de Médias, 
Fornecimento de Utilidades e Previsão de Alarmes. 

 

3.1 – Extração de Médias 

Este módulo é responsável pelas quebras estruturais nas séries temporais das 
variáveis monitoradas, tendo como objetivo identificar os subconjuntos presentes 
nas séries. O problema exige conhecer como se comportam as variáveis, analisar as 
alterações nos níveis do seu sinal antes da ocorrência dos n disparos de um alarme, 
a fim de tentar extrair algum comportamento padrão destas antes do alarme ocorrer. 

No intuito de focar este problema será utilizado o método de árvores de 
regressão de mínimos quadrados denominado Atheoretical Regression Trees (ART). 
O método ART recorre a um uso seqüencial do método de Fisher de exata 
otimização. O algoritmo de Fisher é projetado para situações em que os dados estão 
ordenados e os grupos consistem em intervalos de dados. Referência [3] aborda que 
na árvore de regressão de mínimos quadrados um nodo t é dividido em esquerda e 
direita descendentes, (te e td), para reduzir o desvio da variável resposta. Assim, o 
algoritmo seleciona a divisão s para a qual  

 

( ) ( ) ( )[ ]de tSStSStSS +−  
 
é máximo, onde 

 

( ) ( )( ) ( ) ∈ =−= tyi i nityytSS ,,1,
2

  
 

(1) 

(2) 
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é a soma dos quadrados para o nodo t , ( )etSS  e ( )dtSS  são a soma dos quadrados 

da esquerda e direita descendentes, respectivamente. Tendo em vista que te e td são 

sucessivas partições de t e ( )tSS  eles podem ser considerados como sendo a soma 
dos quadrados do nodo t. Assim, o critério de divisão consiste em minimizar, em 
todas as partições binárias de t, a soma dos quadrados do grupo. Então, 
 

( ) ( ) ( )[ ]desy tSStSStMSS +=|  
 
Uma vez que a partição binária de um nodo é encontrada, o processo de 

divisão é aplicado separadamente e recursivamente para cada subconjunto até que 
estes cheguem a uma dimensão mínima ou nenhuma melhora do critério possa ser 
alcançada. 

Uma janela temporal define o conjunto de dados que será utilizado para a 
análise e esta deve ser escolhida em função do menor intervalo de tempo observado 
para todos os disparos do alarme. A janela corresponde ao menor intervalo de 
tempo entre a saída de um alarme (correção da causa geradora) e o novo disparo 
deste. 

 

3.2 – Fornecimento de Utilidades 

Este módulo filtra as séries pertinentes ao disparo de um alarme tendo como 
base a análise dos subconjuntos obtidos no módulo “Extração de Médias” e permite, 
assim, a redução da dimensionalidade dos dados a serem inseridos na etapa de 
classificação presente no módulo de previsão. 

Neste trabalho propõe-se de forma original um método para a escolha do 
subconjunto de sensores associados a um determinado alarme a partir da definição 
do fator de utilidade.  Tal fator tem como finalidade identificar o grau de importância 
da variável para o disparo de um alarme, sendo dado por: 

 

t

A

σ
µ

ϕ max=  

 
onde Amax é a amplitude do maior gradiente entre as médias de regimes contíguos 
de cada disparo d, a média destas amplitudes máximas é definida por 

(4) 

(3) 
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µ  

 
e tσ  é o desvio-padrão do instante de tempo em que ocorreram as amplitudes de 

maior gradiente de cada disparo d.  
O estabelecimento de um limiar explicitará quais variáveis apresentam fortes 

possibilidades de serem as responsáveis pelo disparo de um determinado alarme, 
uma vez que um fator de utilidade maior que o limiar implicará a utilização da 
variável para a predição daquele alarme.   

Desta forma, torna-se necessária a normalização das médias das amplitudes 
máximas de cada variável, a qual é dada por  

 

minmax
minmax

max −
−

= A
normA

µ
µ  

 

onde max e min são, respectivamente, os valores máximos e mínimos da variável 
para o período analisado.   

Esta metodologia será aplicada a todas as variáveis monitoradas pelo sistema 
supervisório. 

 
3.3 – Previsão de Alarmes 

Este módulo tem por objetivo levantar as assinaturas das condições normais e 
anormais de operação da planta e apresentar diagnóstico e prognóstico a partir da 
condição vigente de operação.  

Classificadores estatísticos consideram que os padrões das classes formam 
uma população estatística caracterizada por uma determinada função de distribuição 
ou função de densidade. Estas funções têm, em geral, uma forma desconhecida. 
Assim, os classificadores tentam ajustá-los aos diferentes modelos teóricos 
conhecidos, seguindo as abordagens paramétricas ou não paramétricas [8].  

O classificador não-supervisionado k-means será utilizado neste trabalho para 
o reconhecimento de padrões relativos às condições de operação normal e anormal 
do equipamento com o objetivo de permitir a avaliação da saúde deste. Nesta 

(5) 

(6) 
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técnica de agrupamento os dados são particionados em grupos, cujos integrantes 
devem ser o mais semelhantes entre si e os dados que pertencem a grupos 
diferentes devem apresentar a menor semelhança possível [1]. O conjunto de 
variáveis (sensores) selecionado pelo módulo “Fornecimento de Utilidades” será a 
entrada para o classificador.  

 

4 – RESULTADOS E DISCUSSÃO 

O sistema supervisório da usina hidrelétrica monitora 166 variáveis e aciona 
um conjunto de 117 alarmes.  

Para fins de validação foi escolhido um dos alarmes para ter seu diagnóstico 
realizado, cuja escolha se deu em função de sua relevância para o processo de 
geração de energia elétrica.   

Na execução do método ART foi considerada uma janela temporal constante 
para todos os disparos do alarme e correspondente a um intervalo de tempo de 9 
horas. Esta janela foi escolhida em função da dinâmica da planta. O comportamento 
de uma das variáveis antes da ocorrência de um dos disparos do alarme está 
apresentado na Figura 2. O momento do alarme encontra-se próximo ao limite da 
direita do gráfico.  

 
FIGURA 2 – Aplicação do Método ART para uma das Variáveis Monitoradas (sensor 
71). As quebras estruturais da série temporal estão representadas pela linha 
tracejada azul, ao passo que a linha tracejada vermelha representa os valores 
médios dos regimes de operação (subconjuntos formados) da variável.  
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Esta metodologia foi aplicada para todas as setenta e três variáveis e envolveu 
todos os disparos deste alarme. Com os resultados do método ART foram 
calculados os setenta e três fatores de utilidade da amostra, conforme abordado em 
“Fornecimento de Utilidades”, item 3.2. A normalização destes fatores levou ao 
gráfico apresentado a seguir na Figura 3. O gráfico permite observar que apenas 
dezenove variáveis apresentam fator de utilidade acima do limiar, fato que reduziu 
drasticamente (redução na ordem de 74%) o número de variáveis a serem 
consideradas para a classificação. 

 
FIGURA 3 – Fornecimento de Utilidades Normalizadas para o Alarme 

 
Uma fusão no nível de dados foi aplicada de forma que a matriz de entrada (m 

x n) para o classificador apresentou dimensão (1075x19), onde m corresponde ao 
número de leituras realizadas na janela temporal anterior ao disparo do alarme e n a 
quantidade de sensores selecionados para o referido alarme. O classificador k-
means foi realizado com número de clusters pré-definidos e igual a dois. Observa-se 
pela classificação na Figura 4 que o Cluster 2 representa a condição normal de 
operação da planta, enquanto que o outro a condição anormal.  
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FIGURA 4 – Classificação k-means para dois clusters. Cada ponto possui 19 
dimensões, uma vez que houve a fusão das variáveis selecionadas antes da 
classificação. Nesta figura está representada, ao longo do tempo, apenas uma das 
19 dimensões. O momento do alarme encontra-se próximo ao limite da direita do 
gráfico.  

 
A avaliação da saúde do equipamento e predição de alarmes está sendo 

desenvolvida a partir do estudo de técnicas de sobreposição estatística entre as 
assinaturas de comportamento normal e anormal relatadas.    

 

5 – CONCLUSÕES 

A metodologia empregada na amostra dos dados foi a utilização da 
Atheoretical Regression Trees (ART), a qual faz uso de uma covariável artificial que 
é uma seqüência arbitrária de números em ordem crescente ou decrescente, onde 
esta covariável não é um preditor variável, mas sim um contador. O uso de tal 
covariável na árvore de regressão de mínimo quadrado recorre a um uso seqüencial 
do método de Fisher de exata otimização (1958) proposto para o agrupamento de n 
elementos em g subconjuntos com máxima homogeneidade, ou seja, minimiza 
grupos com a soma dos quadrados.  

A aplicação do método ART neste problema foi motivada pela necessidade da 
busca, para os n disparos do alarme, de um comportamento padrão das variáveis 
antes da ocorrência do mesmo.  

Fatores de utilidade foram calculados para todas as variáveis presentes na 
amostra e o estabelecimento de um limiar em função da média deste fator permitiu a 
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seleção daquelas que apresentam maior probabilidade de uma relação direta com o 
disparo de um determinado alarme.   

Reconhecimento de padrões mediante utilização do método k-means foi 
aplicado para a classificação de grupos referentes à assinatura de comportamento 
normal e anormal de operação de um processo industrial.  

Os resultados até o momento obtidos pela metodologia apresentada serão 
validados quando concluído o módulo “Previsão de Alarmes”, item 3.3, que está em 
fase de desenvolvimento.  
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